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摘要:矿井涌水量的精准预测对确保煤矿安全生产和保护地

下水环境具有重要作用.为提高矿井涌水量时间序列预测

精度,构建了一种基于变分模态分解(VMD)与引入贝叶斯

算法优化双向长短期记忆网络(BiLSTM)的矿井涌水量组

合预测模型.首先,利用 VMD将矿井涌水量时序数据分解

为多个 子 序 列,然 后 将 分 解 所 得 各 子 序 列 分 别 输 入 到

BiLSTM 模型中,引入贝叶斯算法优化各模型的超参数,最

后,将各子序列的预测结果进行叠加求和得到最终预测值,

并与其他模型的预测结果进行对比分析.结果表明,本模型

在单步预测中优势较为明显,在多步预测中的表现也相当不

俗,预测精度可以达到生产需求,验证了该模型在矿井涌水

量时序预测方面的有效性和适用性.
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０　引言

矿井涌水量是指在矿山建设和生产过程中单位

时间内涌入井巷系统的总水量.矿井涌水量与煤矿

采掘计划及井下排水设计密不可分,直接影响煤矿

的安全高效开采,因此,对矿井涌水量进行精准预

测,并采取相应的防范措施,对确保煤矿安全生产和

保护地下水环境具有重要作用[１Ｇ３].
目前,矿井涌水量的预测方法以比拟法、数值

法、解析法为主[４Ｇ５].然而,矿井涌水量受矿区降雨

量、煤矿采掘情况、地层岩性特征、地质构造特征及

水文地质特征等诸多因素影响,且由于上述影响因

素较难量化,所构建的矿井涌水量多因素预测模型

与实际涌水量之间仍有一定差距[６].鉴于此,相关

学者对矿井涌水量时序预测展开了分析和研究.邓

高等[７]利用CＧC算法确定嵌入维数和延迟时间,通
过相空间重构来判断时间序列的混沌特性,并采用

遗传算法对混沌神经网络进行参数优化,构建了相

空间重构和混沌遗传神经网络融合的矿井涌水量预

测模型,该方法能够反映短期内矿井涌水量的变化

趋势,与单一混沌BP神经网络预测模型,预测精度

有所提高.黄欢等[８]针对矿井涌水量时间序列的分

形与灰色特征,采用重标极差分析法(R/S分析法)
确定其 Hurst指数和平均循环周期,并在一个周期

内建立了维灰数递补动态 GM(１,１)预测模型,提高

了模型预测精度.苗霖田等[９]采用自激励门限自回

归模型建立了矿井涌水量的非线性即时预报模型,

并通过应用水文地质比拟法,实现了矿井涌水量短

期内的即时性预测和长时间段的总体性预测.王猛

等[１０]采用季节差分法对矿井涌水量的时序数据进

行平稳化处理,并以此构建了乘积季节预测模型.

乔美英等[１１]通过微熵率法得到矿井涌水量时序数

据的最佳嵌入维数和延迟时间,并进行相空间重构,

从而构建了 GAＧSVM 短期预测模型,提高了预测

的准确率.齐晓峰等[１２]利用经验模态分解(EMD)

方法对矿井涌水量历史监测数据进行分解得到几个

分量,并针对非平稳分量进行差分化处理使其趋于

平稳,针对各分量分别建立 ARMA 预测模型,并进
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行预测,使得最终组合结果与原数据相差不大.李

占利等[１３]提 出 了 基 于 互 补 集 合 经 验 模 态 分 解

(CEEMD)与门控循环单元(GRU)相结合的矿井涌

水量预测模型(CEEMDＧGRU),通过 CEEMD将涌

水量数据分解为多个IMF分量和一个 RES余量,
针对各分量分别建立 GRU 神经网络预测模型,并
对各模型进行训练和预测,将预测结果融合得到最

终涌水量预测值,该研究为进一步提高矿井涌水量

预测精度提供了思路.
受诸多学者对时 间 序 列 预 测 研 究[１４Ｇ１６]的 启

发,本文利用变分模态分解(VMD)算法处理非线

性、非平稳序列的优势,与同在时间序列方面具有

良 好 预 测 性 能 的 BiLSTM 算 法 相 结 合,针 对

BiLSTM 模型的超参数难以确定且耗时长的问题,
引入贝叶斯算法优化模型各超参数,充分发挥模型

的预测性能,从而建立基于变分模态分解算法和贝

叶斯优化BiLSTM 相结合的矿井涌水量时间序列

预测模型(VMDＧBiLSTM).本文以文家坡煤矿矿

井涌水量监测数据为例进行建模和预测分析,并选

取５组机器学习算法作为对照模型,通过对各模型

预测结果和精度进行分析,验证模型的有效性和适

用性.

１　模型原理

１．１　变分模态分解

变分模态分解(VMD)是基于经验模态分解提

出的一种信号分解算法[１７],可以将复杂时间序列数

据分解为几个较为简单的模态分量,能够有效降低

矿井涌水量时序数据的非平稳性.具体步骤如下.
(１)根据预先设定的分解所得模态数k,对采

样个数为t的原始信号序列f(t)进行分解,对所得

的具有中心频率有限带宽的各分量用希尔伯特变换

解析后,将信号平移到基带并混合中心频率估计信

号带宽,使得各分量的估计带宽最小,且各分量之和

与原始信号相同.变分模型函数如下:

min{uk}{ωk}􀅰

∑
k

‖∂t[(δ(t)＋φπ－１t－１)􀅰uk(t)]e－φωkt‖２
２{ }􀅰

∑
k
uk ＝f(t) (１)

式中,{uk}和{ωk}分别为分解后第k个模态分量和

中心频率的集合;δ(t)为脉冲函数;φ 为虚数单位;

uk(t)为模态函数;k 为分解所得模态数;t为采样

点数.
(２)将拉格朗日乘法算子λ 和二次惩罚因子α

引入式(１),使其转化为增广拉格朗日函数,表示

如下:

L({uk},{ωk},λ)＝

α∑
k

‖∂t[(δ(t)＋φπ－１t－１)uk(t)]e－φωkt‖２
２＋

‖f(t)－∑
k
uk(t)‖２

２＋‹λ(t),f(t)－∑
k
uk(t)›

(２)
(３)本征模态分量和中心频率的迭代更新公式

如下:

ûn＋１
k (ω)＝

f̂(ω)－∑
i≠k

ûn
k(ω)＋

λ̂n(ω)
２

１＋２α (ω－ωn
k)２

(３)

ωn＋１
k ＝

∫
¥

０
ω|̂un＋１

k (ω)|２dω

∫
¥

０
|̂un＋１

k (ω)|２dω
(４)

式中,̂f(ω)、̂uk(ω)、̂λ(ω)分别为f(t)、uk(t)、λ(t)
的傅里叶变换.

通过以上步骤,完成原始信号的变分模态分解,
其中分解所得模态数k对模型的预测精度有较大影

响,若k值过大会导致数据被过度分解,造成模态混

叠问题,而k值过小则会导致 VMD欠分解,使子序

列无法完全表征原始数据的特征.

１．２　 贝叶斯优化算法

贝叶斯优化算法因具有收敛速度快、性能好、可
扩展性强等优点,被广泛应用于超参数的自动寻优,
其基本原理为贝叶斯定理估计目标函数的后验分

布,见式(５),根据目标函数历史评估结果建立代理

模型,寻觅最小目标值的超参数组合.

p(l|D)＝
P(D|l)p(l)

p(D) (５)

式中,l为目标函数;D 为已观测参数和观测值的集

合(D ＝{(x１,z１),(x２,z２),􀆺,(xt,zt)},xt 为观

测参数,zt 为观测值,zt＝l(xt)＋γt;p(l|D)为l
的后验概率;p(l)为l的先验概率;P(D|l)为l的

似然分布;p(D)为l的边际似然分布.
贝叶斯优化算法有两个核心部分:概率模型和

采集函数.文中概率模型采用高斯过程(GP)回归,
采集函数选择预期改进(EI)函数.贝叶斯优化过

程如图１所示.
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图１　贝叶斯优化过程

１．２．１　概率模型

高斯过程(GP)是指随机变量的一个集合,是

贝叶斯优化算法中应用最普遍的概率模型[１８].高

斯过程的核心由均值函数υ(x)半正定协方差函数

g(x,x)共同组成,公式如下:

l(x)~GP(υ(x),g(x,x)) (６)
式中,υ(x)＝E(l(x)),E(l(x))为l(x)的数学期

望,一般均值函数υ(x)为０;l(x)为平均绝对误差;

g(x,x)为x 的协方差函数.
假设从模型获取的历史信息为 D１:t ＝{x１:t,

l１:t},其中lt＝l(xt),搜寻的下一个值为xt＋１,协方

差矩阵G 如式(７)所示:

G＝
g(x１,x１) 􀆺 g(x１,xt)

⋮ ⋮

g(xt,x１) 􀆺 g(xt,xt)

æ

è

ç
ç
ç

ö

ø

÷
÷
÷

(７)

根据高斯过程的性质,lt 和lt＋１ 都服从联合高

斯分布,假设其均值为０,则联合高斯分布如式(８)
所示:

l１:t

lt＋１

é

ë

ê
ê

ù

û

ú
ú ~N ０,g g

gT g(xt＋１,xt＋１)
é

ë

ê
ê

ù

û

ú
ú

æ

è
ç

ö

ø
÷ (８)

式中,g 可表示为:

g＝[g(xt＋１,x１)g(xt＋１,x２)􀆺g(xt＋１,xt)]
(９)

通过求其边缘密度函数,可以得到lt＋１ 的后验

概率:

P(lt＋１|D１:t,xt＋１)＝N(υt(xt＋１),η２
t(xt＋１))

(１０)
式中,数学期望υt(xt＋１)和方差η２

t(xt＋１)的计算公

式分别为:

υt(xt＋１)＝gTG－１l１:t (１１)

η２
t(xt＋１)＝g(xt＋１,xt＋１)－gTG－１g (１２)

１．２．２　 采集函数

采集函数(EI)依据后验概率的不断更新,以搜

寻能够最大改善期望的下一个样本采集点xt＋１,当
标准差η(x)＝０时,采集函数EI(x)＝０;当标准差

η(x)＞０时,其采集函数计算公式表示为:

EI(x)＝(υ(x)－l(x＋)－ξ)Φ(Z)＋η(x)φ(Z)
(１３)

式中,l(x＋ )为l(x)的右极限;ξ 为权衡标量,

ξ ＞０;Φ(Z)为概率密度函数;φ(Z)为标准正态函

数,其中Z 可表示为:

Z＝
υ(x)－l(x＋)－ξ

η(x) (１４)

１．３　双向长短期记忆网络(BiLSTM)
长短期记忆网络(LSTM)考虑了输入和输出之

间的时间关系,在矿井涌水量预测中得到了一定应

用[１９],LSTM 单元分别由输入门、遗忘门和输出门

组成,具体由式(１５)、式(１６)和式(１７)给出:

it＝σ(Wi􀅰[ht－１,xt]＋bi) (１５)

st＝σ(Ws􀅰[ht－１,xt]＋bs) (１６)

ot＝σ(WO􀅰[ht－１,xt]＋bo) (１７)
式中,it、st 和ot 分别为输入门、遗忘门和输出门的

阈值;σ为sigmoid函数;Wi、Ws、WO 分别为输入门、
遗忘门、输出门的权重矩阵;ht 和xt 分别为输出和

输入序列;bi、bs、bo 为常数;

LSTM 在采样点数t时,由􀭾Ct 和Ct－１ 共同决定

过渡状态Ct,由此得到t 的预测值ht,具体由式

(１８)、式(１９)和式(２０)给出:
􀭾Ct＝tanh(Wc􀅰[ht－１,xt]＋bc) (１８)

Ct＝st 􀱋Ct－１＋􀭾Ct 􀱋it (１９)

ht＝ot 􀱋tanh(Ct) (２０)
式中,tanh为双曲正切函数;Wc 为过渡状态的权重

矩阵;bc 为常数;􀱋 为矩阵乘积运算符.

BiLSTM模型输出为形如[􀭸ht,􀭷ht]的数组,需通

过式 (２１)进 行 合 成 得 到 最 终 矿 井 涌 水 量 预 测

值yt.

yt＝φ(􀭸ht,􀭸ht) (２１)
式中,φ 为 合 成 函 数,可 为 sigmoid、relu、tanh 等

函数.
双向长短期记忆网络(BiLSTM)由前向LSTM

和后向LSTM 共同组成,前向 LSTM 处理时间序

列的历史信息,后向LSTM 处理时间序列的未来信
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息,可对时序数据的正向和逆向信息进行同时处理,
因此能够更加深入地挖掘矿井涌水量数据中所包含

的时序信息[２０],选取其作为模型的核心算法,具体

结构如图２所示.

图２　BiLSTM神经网络结构

１．４　误差评估

本文采用均方根误差(RMSE)、平均绝对误差

(MAE)和平均绝对百分比误差(MAPE)对模型预

测精度进行评估,各指标计算公式如下.

RMSE＝
１
m∑

m

i＝１

(̂ytest,i－ytest,i)２ (２２)

MAE＝
１
m∑

m

i＝１
|̂ytest,i－ytest,i| (２３)

MAPE＝
１００％
m ∑

m

i＝１

|̂ytest,i－ytest,i|
ytest,i

(２４)

式中,m 为测试集样本数;̂ytest,i 为测试集预测矿井涌

水量,m３/h;ytest,i 为测试集实测矿井涌水量,m３/h.

２　矿井涌水量预测模型构建

２．１　VMDＧBiLSTM 模型

本文结合变分模态分解(VMD)、贝叶斯算法和

双向长短期记忆神经网络(BiLSTM)３种时序数据

处理方法,构建了基于 VMDＧBiLSTM 的矿井涌水

量组合预测模型.模型结构流程如图３所示,具体

步骤如下.
(１)通过中心频率法确定 VMD分解数量k,将

矿井涌水量时序数据经 VMD分解为k 个子序列,
包括IMF模态分量和RES残余分量.

(２)针对 VMD分解后得到的所有子序列分别

建立贝叶斯优化的 BiLSTM 模型,并进行训练和

预测.
(３)将步骤(２)中所得各子序列预测值进行叠

加求和,得到最终涌水量预测结果.

图３　VMDＧBiLSTM模型结构

为验证本文模型预测性能,分别建立以下５种

对照模型进行对比分析.
对照模型１(CEEMDＧBiLSTM):通过 CEEMD

分解矿井涌水量时序数据,对所得各分量分别建立

贝叶斯优化的BiLSTM 模型,然后将各子模型预测

值叠加求和,得到最终预测结果.
对照模型２(EMDＧBiLSTM):通过 EMD 分解

矿井涌水量时序数据,针对所得各分量分别建立贝

叶斯优化的BiLSTM 模型,然后将各子模型预测值

叠加求和,得到最终预测结果.
对照模型３(BiLSTM):针对矿井涌水量时序数
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据直接建立贝叶斯优化的BiLSTM 模型进行预测.
对照模型４(LSTM):针对矿井涌水量时间序

列建立贝叶斯优化的LSTM 模型进行预测.
对照模型５(SVM):针对矿井涌水量时间序列

建立SVM 模型进行预测.
２．２　矿井涌水量预测数据选取

选取文家坡煤矿２０１７年１月５日至２０２１年６
月５日共计１６０组(每１０d记一次)矿井涌水量时间

序列作为试验数据,并将数据的前１３０d涌水量时间

序列作为试验的训练集,后３０d涌水量时序数据作

为测试集,具体数据划分如图４所示,蓝色和橙色分别

表示训练集和测试集(颜色标识见电子版).操作平台

为 Windows１１系统,处理器为IntelCorei７Ｇ１０８７０H
CPU ＠２．２０GHz,处理软件为 MATLABR２０２１a.

图４　研究区矿井涌水量时序数据

２．３　矿井涌水量数据时序分解

为提高 模 型 预 测 精 度,采 用 变 分 模 态 分 解

(VMD)算法分解矿井涌水量时序数据,为防止数据

过分解或欠分解,通过中心频率法确定k 值,保真

度值τ、惩罚因子α和终止准则ε使用默认值,分别

设置k＝３,４,５,６,７,８,得到不同k值下每一个模态

分量的中心频率见表１.

表１　不同k值下模态分量中心频率

模态分量 k＝３ k＝４ k＝５ k＝６ k＝７ k＝８
u１ ０．２３２ ０．３８４ ０．４１１ ０．４０９ ０．４５０ ０．４２４
u２ ０．０４１ ０．２１９ ０．２８３ ０．３００ ０．４００ ０．３４４
u３ ０．００１ ０．０３９ ０．１９０ ０．２１３ ０．３３４ ０．２５４
u４ — ０．００１ ０．０３８ ０．１１４ ０．２５０ ０．１９９
u５ — — ０．００１ ０．０３６ ０．１８２ ０．１２５
u６ — — — ０．００１ ０．０４０ ０．０５８
u７ — — — — ０．００１ ０．０３３
u８ — — — — — ０．００１

根据表１中的数据,当k≤７时,分量间的中心频

率差值相对较大且随着k 值的增加而逐渐减小;当

k＝８时,模态分量u６ 和u７ 的中心频率分别为０．０５８,

０．０３３,与其他几个模态分量之间的倍数关系相比,u６

和u７的中心频率相对较小,可认为k＝８时数据被过

度分解.因此,确定k＝７为最佳分解模态数,分解后

得到各模态分量如图５所示,图中各子序列呈现一定

的周期性和规律性,可有效表征矿井涌水量时间序列

的非线性特征,使得采用机器学习对其实现高精度预

测成为可能.其中,IMF１显示了矿井涌水量时序数

据的趋势特征,为矿井涌水量时序数据的趋势项,

RES为经过VMD分解后所得残余序列.

图５　VMD算法分解结果

７４１　王飞,等．基于 VMDＧBiLSTM 组合模型的矿井涌水量时间序列预测方法研究[J]．矿业研究与开发,２０２４,４４(３)．



２．４　模型超参数确定

为提升预测性能,避免人为经验调整参数的不

足,利用贝叶斯优化算法分别对各子序列 BiLSTM
预测模型(BOＧBiLSTM)的隐藏层神经元个数、初
始学习率、周期和步长各超参数进行优化及确定,并
将时间滑动窗口设置为１０,批处理大小设置为１６,
各子序列超参数搜索范围设置及贝叶斯优化结果详

见表２.

３　矿井涌水量预测结果分析

３．１　单步预测结果分析

通过对各分量构建贝叶斯优化的 BiLSTM 模

型,并对其反复训练后得出以下各子模型单步预测

结果,各子模型预测结果绝对误差如图６所示,绝对

误差特征见表３.

表２　贝叶斯优化超参数结果

子序列
隐藏层神
经元个数
[１０,２００]

初始
学习率

[１eＧ５,０．１]

周期
[５０,２００]

步长
[２,３０]

IMF１ ９３ ０．０４９３ １７４ ６

IMF２ １８ ０．０５９２ １８６ ３

IMF３ ５７ ０．０１８２ １３２ １５

IMF４ １１４ ０．００２３ １４４ ６

IMF５ ３６ ０．０９７７ １５０ ６

IMF６ １８３ ０．０９２９ １０５ ６

IMF７ １６８ ０．０１７５ １１４ ６

８４１ 矿 业 研 究 与 开 发　　　　　　　　　　　　　　　　２０２４,４４(３)　



图６　各子序列模型预测结果

表３　预测结果绝对误差特征

子序列
绝对误差

最小值 最大值 平均值

IMF１ ２．２４９４ ９．９４４０ ５．５５３５
IMF２ ０．０６９８ ４．９８１０ ２．０８０５
IMF３ ０．１５４０ ５．１８０５ ２．４８４８
IMF４ ０．１１０２ ８．２１３４ ２．５８４１
IMF５ ０．０２２７ ８．２５９０ ３．０７２８
IMF６ ０．０５６３ ６．９２３０ ２．７３７４
IMF７ ０．０５１４ ６．１４５６ ２．８６７９
RES ０．０００１ ０．０３１２ ０．０１１３

由图６、表３可知,各子序列预测值曲线与实测

值曲线在总体上较为贴合,最大绝对误差不超过

１０.其中,IMF１的预测结果曲线与实际曲线的贴

合度相对较差,绝对误差普遍较高,平均绝对误差高

达５．５５３５,特别是在预测结果后半部分绝对误差居

高不下,最大达到９．９４４０.而剩余各分量的预测结

果曲线与实际曲线只是在波峰和波谷的贴合度较

差,其中,IMF５的预测结果绝对误差处于０．０２２７~
８．２５９０之间,波动较大,但总体预测效果较好,最大

平均绝对误差值达到３．０７２８,而且残余序列的预测

结果也呈现出相似的特征.
将各子序列预测值进行叠加求和,得到最终矿井

涌水量预测结果及其绝对误差和相对误差如图７
所示.

由图７可知,经过叠加的矿井涌水量单步预测

结果曲线与实测值曲线近乎重合,拟合程度较好.

其绝对误差处于０．０８２４~１１．０５２７m３/h之间,平均

绝对误差为 ３．４８６０ m３/h;相对误差为 ０．０２％ ~
２．４２％,平均相对误差仅为０．７０％,各误差均较小.
本文模型较好预测了矿井涌水量时间序列的走向趋

势,具有较高预测精度.

图７　各子序列模型重构单步预测结果

３．２　预测模型对比分析

为进一步验证本文模型的适用性和预测性能,分
别选取５组对照模型在单步预测、两步预测和三步预

测方面与本文模型预测结果进行对比,黑色、红色、蓝
色、绿色、紫色、黄色、天蓝色分别表示实测值、VMDＧ
BiLSTM、CEEMDＧBiLSTM、EMDＧBiLSTM、BiLSTM、

LSTM、SVM的预测结果(图８,颜色标识见电子版).
各模型预测精度指标对比详见表４.

表４　各模型预测精度指标

预测模型
RMSE/(m３􀅰h－１) MAE/(m３􀅰h－１) MAPE/％

单步 两步 三步 单步 两步 三步 单步 两步 三步

VMDＧBiLSTM ４．４７７９１ １６．４３８７ ２５．７８９１ ３．４８５９７ １１．７４０１ ２０．５１０７ ０．６９８７ ２．２６９８ ４．０３１６
CEEMDＧBiLSTM ２５．９１３５ ２９．５４１１ ３３．８５６４ ２０．８２１７ ２４．７０５５ ２５．５１３０ ４．１３８８ ４．７９２３ ５．０１０２
EMDＧBiLSTM ３０．４８３５ ３４．４３７０ ３８．４８２４ ２３．８６３９ ２９．１０５１ ３２．０９４２ ４．７４１５ ５．５７４９ ６．０４４８

BiLSTM ４５．７５８１ ５６．３４３５ ５９．８０５５ ３２．８６５６ ４１．９９９８ ４５．８５９１ ６．７２３９ ８．７２７９ ９．６２５３
LSTM ５２．７５３７ ５９．３７４６ ６４．９３５６ ４０．８１３７ ４２．２６０１ ４９．７４２０ ８．５３０８ ８．８３８２ １０．５７８５
SVM ５７．００６９ ６２．３７１５ ６１．８２４６ ４３．２１１７ ４８．７９１３ ４９．５９９２ ９．０１６１ １０．３４２３ １０．５７２７

９４１　王飞,等．基于 VMDＧBiLSTM 组合模型的矿井涌水量时间序列预测方法研究[J]．矿业研究与开发,２０２４,４４(３)．



　　由图８可知,在单步预测中,VMDＧBiLSTM 模

型的预测效果最佳,且当 CEEMD 和 EMD 分解算

法与BiLSTM 相结合后,组合模型能够较为理想地

预测坡、峰、谷等特征序列,预测效果提升显著,而单

一预测模型的错峰、错谷问题较为明显,难以应用于

实际生产调度,验证了在BiLSTM 基础上引入分解

算法的必要性.

图８　各模型预测结果对比

随着预测步长的增加,各模型预测结果曲线与

实测值曲线的吻合度均有一定程度的降低,VMDＧ
BiLSTM 模型的预测结果曲线与实测值曲线的重合

度在坡峰和坡谷的位置下降较为明显,而 CEEMDＧ
BiLSTM 和EMDＧBiLSTM 模型的预测结果曲线只

呈现出矿井涌水量的大致走向趋势,与实测值曲线

的吻合度较差,其中,单一预测模型的错峰、错谷问

题愈发严重,且随着预测时间的增加,预测曲线波动

增大.
由表４可知,随着预测步长的增加,各项指标均

有不同程度的增大.VMDＧBiLSTM 模型的预测精

度在各方面均明显优于其余５组对照模型,且在单

步预测中优势较为理想,随着步长的增加,其优势降

低速 度 较 快;CEEMDＧBiLSTM 和 EMDＧBiLSTM
模型的预测精度相差不太大,随着步长的增加,预测

精度稳步降低;与单一模型相比,组合模型经过非平

稳、非线性特征处理,预测性能得到大幅提升,其中

本文提出的 VMDＧBiLSTM 模型具有明显优势,且
在预测步长较短时,预测精度较为理想,验证了该模

型在矿井涌水量时序预测领域内的有效性和适

用性.

４　结论

本文根据文家坡矿井涌水量时序特征,构建了

基于VMD和引入贝叶斯优化算法的BiLSTM 组合

预测模型,经过各模型记忆训练及预测结果对比分

析,得出如下结论.
(１)矿井涌水量时间序列经过 VMD分解为具

有不同频率的IMF分量和 RES余量,有效降低了

数据 复 杂 性,优 化 了 序 列 非 平 稳 性.将 VMDＧ
BiLSTM 与CEEMDＧBiLSTM 和EMDＧBiLSTM 模

型的预测结果进行对比分析,验证了 VMD对模型

预测精度提升的有效性.
(２)针对所得各子序列分别建立 BiLSTM 模

型,并引入贝叶斯算法对各模型的超参数进行优化

和确定,提升了模型的预测性能,弥补了人工调整参

数的不足之处.
(３)经过 VMD和BiLSTM 算法结合构建出组

合预测模型,使得各算法在处理时间序列时充分发

挥各自的优势,解决了单一模型在时序预测时出现

错峰、错谷的问题.
(４)一方面,VMDＧBiLSTM 组合模型在单步预

测中,模型预测性能优势显著,预测值与实测值曲线

具有较高的关联度,预测结果较为理想;另一方面,

VMDＧBiLSTM 组合模型在多步预测中的表现也相

当不俗,模型预测精度满足生产需求,验证了该模型

在矿井涌水量时序预测领域内的有效性和适用性.
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ResearchonTimeSeriesPredictionMethodofMineWaterInflowBasedonVMDＧBiLSTMCombinedModel
WANGFei１,RONGTongrui２,３,HOUEnke２,３,FANZhigang１,TANErmin１

(１．ShaanxiBinchangWenjiapoMiningCo．,Ltd．,Xianyang,Shaanxi７１３５００,China;

２．SchoolofGeologyandEnvironment,Xi􀆳anUniversityofScienceandTechnology,Xi􀆳an,Shaanxi７１００５４,China;

３．ShaanxiProvincialKeyLaboratoryofGeologicalSafeguardforGreenCoalDevelopment,Xi􀆳an,Shaanxi７１００５４,China)

Abstract:Theaccuratepredictionofminewaterinflowplaysanimportantroleinensuringsafeproductionandprotectingthe

groundwaterenvironmentincoalmines．Inordertoimprovetheaccuracyoftimeseriespredictionofminewaterinflow,a
combinedpredictionmodelofminewaterinflowbasedonvariationalmodaldecomposition (VMD)andtheoptimizationof
bidirectionallongshortＧterm memorynetwork(BiLSTM)byBayesianalgorithm wasconstructed．Firstly,VMDwasusedto
decomposethetimeseriesdataofminewaterinflowintomultiplesubseries,andthenthesubseriesobtainedbydecomposition
wereinputintotheBiLSTM model．Atthesametime,Bayesianalgorithmwasintroducedtooptimizethehyperparametersof
eachmodel．Finally,thepredictionresultsofeachsubseriesweresuperimposedandsummedtoobtainthefinalpredictedvalue,

andcomparedwiththepredictionresultsofothermodels．TheresultsshowthatthemodelhasobviousadvantagesinsingleＧ
stepprediction,anditsperformanceinmultiＧsteppredictionisalsoquitegood．Thepredictionaccuracycanmeettheproduction
demand,whichverifiesthevalidityandapplicabilityofthemodelinthetimeseriespredictionofminewaterinflow．
Keywords:Variationalmodaldecomposition,BidirectionallongshortＧtermmemorynetwork,Bayesianalgorithm,Predictionof
minewaterinflow,Timeseries
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